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A. SPLOŠNI PODATKI (GENERAL INFORMATION)
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Kontaktna oseba (Contact person)
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	Telefon (Phone):
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2. NASLOV RAZISKOVALNEGA PROJEKTA

(TITLE OF THE PROJECT PROPOSAL) 
SLO:

	Inteligentno pridobivanje podatkov s pomočjo ontologije


ANG:

	IOBIE - Intelligent Ontology Based Information Extraction
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3.1. Davčna številka sofinancerja:



(VAT and identification number of co-funding organization)
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3.3. Standardna klasifikacija dejavnosti sofinancerja – šifra in opis



   (Standard classification of activity)

	K73.10.1
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4.  ŠIFRA (ARRS) TER IME IN PRIIMEK VODJE RAZISKOVALNEGA PROJEKTA
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	Slavko Žitnik


5. ŠIFRA (ARRS) TER NAZIV RAZISKOVALNE SKUPINE (RESEARCH UNIT) 
	1539-014
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6. ŠIFRA (ARRS) TER IME RAZISKOVALNEGA PROGRAMA

(RESEARCH PROGRAMME)

	P170
	
	Računalništvo, numerična analiza, sistemi, kontrola     


7. ŠIFRA (ARRS) TER NAZIV SODELUJOČIH RAZISKOVALNIH SKUPIN
(COLLABORATING PARTIES / PARTNERS)

	/
	
	/

	/
	
	/

	/
	
	/

	/
	
	/

	/
	
	/

	/
	
	/


8. NAZIV SODELUJOČIH RAZISKOVALNIH SKUPIN IZ EVROPSKE UNIJE
(COLLABORATING PARTIES / PARTNERS FROM EU)

	/

	/

	/

	/


9.  TIP IN VRSTA PROJEKTA (TYPE OF THE PROJECT)

(Označba mora biti identična kot v Prijavni vlogi – I. faza)

Tip projekta (ustrezno označite) (Type of the project)

 FORMCHECKBOX 
 temeljni (Basic Project)

 FORMCHECKBOX 
 aplikativni (Applied Project)

 FORMCHECKBOX 
 podoktorski projekt (Postdoc Project)

 FORMCHECKBOX 
 podoktorski projekt za gospodarstvo (Postdoc Project for Business sector)

Vrsta projekta (ustrezno označite) (Type of the project)
 FORMCHECKBOX 
 večji projekt (Bigger project)
 FORMCHECKBOX 
 manjši projekt (Smaller project)
9.1. Cenovna kategorija projekta (Price category of the project)

A  FORMCHECKBOX 



B  FORMCHECKBOX 



C  FORMCHECKBOX 



D  FORMCHECKBOX 

9.2 Letno število ur, ki ga financira ARRS s cenovno kategorijo (Annual work load financed by the ARRS):

9.2.1 Večji projekt (Bigger project)
 FORMCHECKBOX 
  3980/1990 ur (hours) / medicina (Medicine) (A)
 FORMCHECKBOX 
  3540/1770 ur (hours) / medicina (Medicine) (B)
 FORMCHECKBOX 
  3100/1550 ur (hours) / medicina (Medicine) (C)
 FORMCHECKBOX 
  2780/1390 ur (hours) / medicina (Medicine) (D)
9.2.2 Manjši projekt (Smaller project)
 FORMCHECKBOX 
  1990/995 ur (hours) / medicina (Medicine) (A)
 FORMCHECKBOX 
  1770/885 ur (hours) / medicina (Medicine) (B)
 FORMCHECKBOX 
  1550/775 ur (hours) / medicina (Medicine) (C)
 FORMCHECKBOX 
  1390/695 ur (hours) / medicina (Medicine) (D)
9.2.3 Podoktorski projekt (Postdoc project)
 FORMCHECKBOX 
  1700 ur (temeljni) / (Basic)
 FORMCHECKBOX 
  1275 ur (aplikativni) / (Applied)
 FORMCHECKBOX 
  1700 ur (za gospodarstvo) / (for Business sector)
10. RAZPOREDITEV RAZISKOVALNIH UR V PROJEKTNI SKUPINI (DISTRIBUTION OF THE WORK LOAD BETWEEN RESEARCHERS AND RESEARCH TEAMS)

10.1.
Razporeditev raziskovalnih ur v projektni skupini iz organizacije prijaviteljice


Obrazec ARRS-ZV-JR-PROJ/2007-II-A (v prilogi k temu obrazcu)


(Distribution of the work load in the research team of the coordinator)


(Form ARRS-ZV-JR-PROJ/2007-II-A – see annex)

10.2.
Razporeditev raziskovalnih ur v projektni skupini iz sodelujoče organizacije


Obrazec ARRS-ZV-JR-PROJ/2007-II-B (v prilogi k temu obrazcu)


(Distribution of the work load in the partner research team(s))


(Form ARRS-ZV-JR-PROJ/2007-II-B – see annex)

11. TRAJANJE PROJEKTA V LETIH
 (DURATION OF THE PROJECT - YEARS)

	2


12. DRUŽBENO-EKONOMSKI CILJI - ŠIFRA IN NAZIV
 (SOCIO-ECONOMICS AIMS)):

	10.00
	
	Znanosti s področja matematike in računalništva 

	7.06.03
	
	Razvoj programske opreme


13. KLJUČNE BESEDE (KEY WORDS)
 
	odkrivanje znanj iz podatkov (data mining)
ontologija (ontology)
semantični splet (semantic web)

pridobivanje entitet (information extraction)

nestrukturirani viri (unstructured sources)
semantično označevanje (semantic annotation)



B. RAZISKOVALNA KAKOVOST VODJE IN OSTALIH ČLANOV PROJEKTNE SKUPINE 

B. RESEARCH QUALITY OF PROJECT LEADER AND OTHER MEMBERS OF RESEARCH TEAM 

14. REFERENCE VODJE IN OSTALIH ČLANOV PROJEKTNE SKUPINE 

      REFERENCES OF PROJECT LEADER AND OTHER MEMBERS OF RESEARCH TEAM

14.1.1. Dva do štirje najpomembnejši raziskovalni dosežki vodje raziskovalnega projekta povezani z vsebino projekta v zadnjih petih letih
 (Navedite iste dosežke kot v Prijavni vlogi – I. faza) (Two to four most important research achievements of the project leader connected to the content of the research project in the last five years)

	Zap. št.
	Znanstveni/raziskovalni dosežek (Scientific/research achievement)
	Šifra


SLO:

	Zap št.: 1
Šifra: A.01 

Dosežek:
TRENDI V INTELIGENTNEM PRIDOBIVANJU PODATKOV IZ HETEROGENIH VIROV  (Informatika kot gonilo razvoja javne uprave : zbornik konference Informatika v javni upravi 2010). ŽITNIK, Slavko, KLEMENC, Bojan, LAVBIČ, Dejan, ŠUBELJ, Lovro, FURLAN, Štefan, KUMER, Aleš, ZRNEC, Aljaž, BLAGUS, Neli, BAJEC, Marko, Kongresni center Brdo pri Kranju, 22.-23. november 2010. 1. izd. Ljubljana: Slovensko društvo Informatika, 2010, str. 1-12

 V tem članku predstavljamo trende na področju pridobivanja podatkov in predlagamo nov iskalnik oziroma sistem za priklic podatkov iCORE - intelligent context-aware (multisource) information retrieval. Predlagani sistem skuša narediti iskanje še bolj personalizirano. Uporabnika želi spremljati do takšne mere, da mu bo prikazoval strukturirane rezultate poizvedbe, brez da bi mu jih eksplicitno podal. Uporablja lahko več zbirk podatkov ali specializiranih iskalnikov - metaiskalnik, obdela zadetke in iz njih izlušči informacije. Uporabnik kot rezultat sistema iCORE prejme sestavljene informacije, ki so ustrezno prikazane glede na njihovo strukturo, imeti mora možnost ročnega nastavljanja preferenc, usmerjenega iskanja in navigacije med vrnjenimi entitetami, ki so med seboj povezane. 



ANG:

	Serial No.: 1

Cipher: A.01

Achievement:

TRENDS IN INTELLIGENT DATA RETRIEVAL FROM HETEROGENEOUS DATA SOURCES (Informatika kot gonilo razvoja javne uprave : zbornik konference Informatika v javni upravi 2010). ŽITNIK, Slavko, KLEMENC, Bojan, LAVBIČ, Dejan, ŠUBELJ, Lovro, FURLAN, Štefan, KUMER, Aleš, ZRNEC, Aljaž, BLAGUS, Neli, BAJEC, Marko, Kongresni center Brdo pri Kranju, 22.-23. november 2010. 1. izd. Ljubljana: Slovensko društvo Informatika, 2010, str. 1-12

In this paper, we present trends in the area of data retrieval and propose a new search engine and information retrieval system iCORE - intelligent context-aware (multisource) information retrieval. The structure of the system enables the application on various devices with possibility of tracking the user. iCORE wants to focus on the user and retrieve relevant information even before the user actually tries to give an explicit input. It uses other specialized search engines or data collections. Results are presented as structured information, which are presented appropriately. The user has to have options such as setting his preferences, faceted search and navigating through results. 



14.1.2. Dva do štirje najpomembnejši raziskovalni dosežki ostalih članov projektne skupine povezani z vsebino projekta v zadnjih petih letih12 (Two to four most important research achievements of other members of the project team connected to the content of the research project  in the last five years)

	Zap. št.
	Znanstveni/raziskovalni dosežek (Scientific/research achievement)
	Šifra


SLO:

	Zap št.: 1

Šifra: A.01 

Dosežek: 
Merging data sources based on semantics, contexts and trust. (IPSI Trans. Inter. Res.), Lovro Š ubelj, David Jelenc, Eva Zupančič, Dejan Lavbič, Denis Trček, Marjan Krisper and

Marko Bajec, 7(1), 2011  
Ugotavljanje enakosti in združevanje podatkov iz različnih virov je pomembno v različnih uporabah. Kljub pojavu številnih algoritmov v zadnjem času, še vedno ne obstaja splošna in celovita rešitev, ki bi upošteval več kriterijev tekom delovanja. Predlagali smo splošno okolje in algoritme, ki nam omogočajo združevanje podatkov preko različnih dimenzij. Za dosego boljših performans smo pred tem podatke semantično obogatili glede na primeren realni primer.

Zap št.: 2
Šifra: A.01 

Dosežek: 
An expert system for detecting automobile insurance fraud using social network analysis. (Expert System Applications), Lovro Šubelj, Štefan Furlan, Marko Bajec, 38(1), 2009
V članku predstavljamo ekspertni sistem za odkrivanje in preiskovanje posameznikov ali skupin, ki načrtno goljufajo avtomobilske zavarovalnice. V nasprotju z ostalimi pristopi za predstavitev podatkov uporabljamo omrežje, kjer s pomočjo predlaganega iterativnega algoritma - Iterative Assessment Algorithm (IAA) iščemo goljufe. Algoritem v celoti tudi predstavimo v članku. Algoritem poleg atributov upošteva tudi relacije med posameznimi entitetami. Z rezultati smo pokazali, da lahko z našim pristopom uspešno odkrivamo goljufije v avtomobilskem zavarovalništvu.   



ANG:

	Serial No.: 1

Cipher: A.01

Achievement: 
Merging data sources based on semantics, contexts and trust. (IPSI Trans. Inter. Res.), Lovro Š ubelj, David Jelenc, Eva Zupančič, Dejan Lavbič, Denis Trček, Marjan Krisper and

Marko Bajec, 7(1), 2011
Matching and merging of data from heterogeneous sources is a common need in various scenarios. Despite numerous algorithms proposed in the recent literature, there is a lack of general and complete solutions combining different dimensions arising during the matching and merging execution. We proposed a general framework, and accompanying algorithms, that allow joint control over various dimensions of matching and merging. To achieve superior performance, standard (relational) data representation is enriched with semantics and thus elevated towards the real world situation.
Serial No.: 2
Cipher: A.01

Achievement:
An expert system for detecting automobile insurance fraud using social network analysis. (Expert System Applications), Lovro Šubelj, Štefan Furlan, Marko Bajec, 38(1), 2009  
The article proposes an expert system for detection, and subsequent investigation, of groups of collaborating automobile insurance fraudsters. Opposed to many other approaches, the system uses networks for representation of data.  Fraudulent entities are found by employing a novel assessment algorithm, Iterative Assessment Algorithm (IAA), also presented in the article. Besides intrinsic attributes of entities, the algorithm explores also the relations between entities. Results showed that automobile insurance fraud can be efficiently detected with the proposed system and that appropriate data representation is vital.  



14.2.1. Dva do štirje najpomembnejši družbeno-ekonomsko relevantni dosežki vodje raziskovalnega projekta povezani z vsebino projekta v zadnjih petih letih
 (Navedite iste dosežke kot v Prijavni vlogi – I. faza) (Two to four most important socio-economic achievements of the project leader connected to the content of the research project  in the last five years)
	Zap. št.
	Strokovni dosežek (Professional achievement)
	Šifra


SLO:

	Zap št.: 1

Šifra: F.06 

Dosežek:
Razvoj programa Sociogram v4.01 (2009). Program je namenjen avtomatski izdelavi sociogramov s pomočjo sociometričnih metod. Uporaben je predvsem pri ugotavljanju socialnih vezi, pomembnosti in vlogi posameznikov v skupini. Rešitev trenutno uporablja več kot 30 slovenskih osnovnih šol. 



ANG:

	Serial No.: 1

Cipher: F.06
Achievement:   
Software development of Sociogram v4.01 (2009). Software automates the creation of sociogram by using sociometric methods. It is intended to be used in social analysis such as relationships, importance and roles of persons within groups. The solution is currently being used by more than 30 slovenian primary schools.    



14.2.2. Dva do štirje najpomembnejši družbeno-ekonomsko relevantni dosežki ostalih članov projektne skupine povezani z vsebino projekta v zadnjih petih letih13 (Two to four most important socio-economic achievements of other members of the project team connected to the content of the research project  in the last five years)
	Zap. št.
	Strokovni dosežek (Professional achievement)
	Šifra


SLO:

	/


ANG:

	/


14.3.
Mednarodni patenti vodje in ostalih članov projektne skupine v zadnjih 10 letih (International patents of the project leader and other members of the project team)

     ANG:
	/


14.4. Drugi dosežki vodje in ostalih članov projektne skupine za petletno obdobje
 (Other achievements of the project leader and other members of research team for the period) 
SLO:

	RAZVOJ: Popolnoma samostojno sem razvil produkt CrossManager 1.0 (2008). Namenjen je celostni organizaciji tekmovanj na čas. Računalnikar iz ljubljanske OŠ je o programu objavil članek v Didakti (september 2009).
IZOBRAŽEVANJE: Tekom dodiplomskega študija sem v prvem in zadnjem letniku dobil pohvalo za odličnost. Kot demonstrator sem sodeloval pri predmetu Programiranje 2 (2008, 2009), na srednji šoli Vegova vodim tečaje Cisco Discovery/Exploration (2008-) in napisal sem del e-gradiv za komunikacije na visokošolskih programih pri predmetih RKO 1 in 2 (2010). Sodelujem tudi pri organizaciji srednješolskih ACM tekmovanj (2010, 2011), kjer sem implementiral primerne module za izvedbo tekmovanja in sodeloval pri ocenjevanju.

TEKMOVANJA: Kot Cisco specialist sem dosegel 1. mesto na EuroSkills 2010 (december 2010), v skupini 2. mesto na tekmovanju Mobilni portali - Marg (2008) in 3. mesto na ImagineCup 2009 Slovenija.     



ANG:

	DEVELOPMENT: I developed software product CrossManager 1.0 (2008) completely on my own. It  supports timed competitions and was presented at Didakta (september 2009) by a computer class teacher at one of the primary schools in Ljubljana.

EDUCATION: During the undergraduate study I was honored for excellence in the first and fourth grade. I cooperated in Programming 2 as a demonstrator (2008, 2009). I teach Cisco Discovery/Exploration Courses at Vegova high school (2008-) and I have written a part of e-learning material for undergraduate courses RKO 1 and 2. I also cooperate at hig school's ACM competitions (2010, 2011) where I implemented software environment for competitors and graded their products.

COMPETITIONS: I won a gold medal as Cisco specialist at EuroSkills 2010 (december 2010). In a group I got 2nd place at competition Mobile Platforms - Marg (2008) and 3rd place at Imagine Cup 2009 Slovenia.     



C. VSEBINA PREDLOGA RAZISKOVALNEGA PROJEKTA  
C. CONTENT OF RESEARCH PROJECT
15. PREDLOG RAZISKOVALNEGA PROJEKTA (RESEARCH PROJECT PROPOSAL)

15.1. Povzetek raziskovalnega projekta
 (Proposal abstract - summary) 
SLO:

	Naš cilj je, da zgradimo sistem za inteligentno pridobivanje podatkov s pomočjo ontologije (IOBIE). Kot vhod bo prejel besedilo, ki ga bo obdelal in predstavil kot povezan graf prepoznanih entitet z atributi in pomenskimi povezavami med njimi. Za izgradnjo celotnega sistema bomo morali razviti vsaj nekaj podsistemov, ki jih zelo grobo predstavimo tukaj:

   A) Prepoznavalec tematike: Ker bo naš sistem uporabljal več domenskih ontologij, bo moral najprej avtomatsko določiti katero ontologijo naj uporabi v samem procesu (lahko tudi do maks. 3).

   B) Klasifikator besed: Najprej bomo morali identificirati hierarhično strukturo besede, besedne zveze oziroma stavka v povedi. Za ta namen bomo uporabili Stanford Parser, ki ga bomo prilagodili za podporo več jezikom. Z uporabo ansamblov algoritmov strojnega učenja, specializiranih za analizo besedil, seznami besed in specifične ontologije bomo izbran del poskušali klasificirati.

   C) Odkrivanje referenc: Ko bomo klasificirali besede v entitete, bomo morali zanje odkriti še sklice nanje, ki se pojavljajo v besedilu. Enostaven primer sklica je osebni zaimek.

   D) Odkrivanje povezav: Obogatene entitete bomo morali še medsebojno povezati s pomenskimi povezavami, ki jih bomo odkrili v besedilu.

   E) Združevanje entitet (ER) in odprava duplikatov (RE): Ko imamo znane entitete s povezavami, moramo vse reference za katere ugotovimo, da pripadajo isti entiteti združiti (ER). Zatem moramo vse združene reference zliti v eno samo, tako da ohranimo unije najboljših atributov in povezav (RE).

   F) Predstavitev rezultata in odziv uporabnika: Uporabniku bodo rezultati predstavljeni v obliki grafa znotraj spletne odjemalske aplikacije. Ponudili mu bomo tudi možnost, da popravi napake v rezultatih in s tem pripomore k izboljšanju klasifikatorjev ob posodabljanju. 

Korake B-E bomo večkrat ponovili, dokler ne bodo rezultati skonvergirali - kolektiven pristop.

V kolikor poznamo sisteme za pridobivanje podatkov, so se novejše raziskave izkazale za boljše ob uporabi več različnih pristopov in pravilni izbiri značilk. Zato želimo mi nadaljevati v tej smeri in predlagati izboljšave. Rezultati našega sistema bodo uporabni na področjih priklica podatkov, bioinformatike, semantičnih tehnologij, analize tekstovnih podatkovnih baz znotraj organizacij in podobno.

V raziskovalni skupini smo že dosegli izboljšave na nekaterih znanstevnih področjih, predvsem na področjih semantičnega spleta in analize omrežij. To nam omogoča, da lahko naše trenutno znanje uporabimo za gradnjo predlaganega sistema IOBIE.



ANG:

	Our aim is to build an Intelligent Ontology-based Information Extraction system (IOBIE). The IOBIE's input will be a raw natural text. It will then process it and return a connected graph which will show recognized entites with attributes and relationships between them. To build the whole system we will have to build at least some subsystems that we really roughly present here:

   A) Topic detector: As our system uses multiple ontologies, it's first task will be to automatically identify appropriate ontology (single or max. 3) that will be used in the next steps.

   B) Word classifier: First we will need to identify the hierarchical structure of a word or subordinate clause within a sentence. Here we will use Stanford Parser and adapt it to support multiple languages. By using an ensemble of machine learning algorithms for text mining, gazeteer lists and specific ontology we will try to classify word.

   C) Co-reference resolution: When we classify words into entities, we will need to enrich that entities with their pronouns.

   D) Relationship extraction: After we have all the enriched entities, we need to identify relationships between them. 

   E) Entity resolution (ER) and redundancy elimination (RE): To minimize the number of ambiguous entities we must unite references to the same entity (ER). Afterwards we will merge all references for an entity into one along with their attributes and relationships (RE).  

   F) Visualization and user feedback: Results will be presented as a graph in a web-based client application. User will also have the ability to manually repair results which will help us at classifier's updating. 

Steps B-E will be repeated multiple times until converged - collective approach. 

As far as we know IE systems, recent state-of-the art methods combine more different approaches, used separately in the past, and selecting the right features. That is why we will also try to use more approaches and by selecting other features try to outperform existing systems. The IOBIE's results will be widely used in information retrieval, bioinformatics, semantic technologies, text databases analysis within organizations and more.

Our research group has previously already achieved some advances, especially in semantic web and network analysis. That gives us an ability to use our prior knowledge in building IOBIE. 



15.2. Znanstvena izhodišča ter predstavitev problema in ciljev raziskav

(Scientific background, problem identification and objective of the proposed research)

SLO:

	Izhodišče:

Živimo v času hitre informatizacije. Dnevno generiramo več besedil kot kdajkoli prej. Ta besedila so neuporabna, če jih imamo le shranjena in ne moremo do vsebine učinkovito dostopati. Seveda poznamo kar nekaj dokumentnih sistemov in iskalnikov po dokumentnih knjižnicah, vendar le indeksirajo dokumente glede na vsebovane besede ali sopomenke. Če bi želeli iz dokumentov pridobiti kaj več, izvajati nad njimi pomenske analize, agregirano predstaviti rezultate, obogatiti entitete in relacije med njimi, mora računalniški sistem razumeti vsebino besedila.

Opis raziskovalnega problema:

Rešitev predstavljenega problema je, da računalnik razume besedila preko formaliziranih konceptov, ki so predstavljeni v ontologijah. Ontologije in ideja semantičnega spleta je bila zasnovana ravno na ideji, da bi nam računalniki iz naših podatkov znali ponuditi nekaj več. Glavni problem se pri tem pojavlja, ker besedila niso predstavljena v obliki za uporabo z ontologijami. T.j. uporabniki bi morali ob kreiranju vsebin ročno določati tipe konceptov, lastnosti, dodajati nove odvisnosti, po potrebi spreminjati ontologijo, česar pa ne delajo in tudi gotovo ne bi hoteli. Zaradi tega moramo zgraditi ustrezne metode, ki bodo avtomatsko označevale besedila in se ob tem tudi izboljševale. Uporabniku moramo s tem še vedno pustiti možnost, da ročno označuje in popravlja rezultate metod, ki jih upoštevamo s t.i. crowdsourcing-om. 
Cilji projekta:

 1. implementacija in primerjava metod za avtomatsko ekstrakcijo entitet in relacij med njimi

 2. zasnova programskega paketa, kot je GATE [17] ali Orange [18] za enostavno uporabo razvitih metod

 3. objava znanstevnih člankov z izsledki raziskav





ANG:

	Background: 

At a time we live in the information era. We generate more text per day than ever before. This text is of no use if there exists no effective method to access it. There are many document systems or private search engines, but they only search through documents by terms or synonyms. We need to get more from that texts, like semantic analyses, aggregated results or entity and relation enrichments. That is why computers must understand the contents. 
Problem identification:

The only seen solution to the problem today is for a machine to use formal concepts, written in ontologies. Semantic web and ontologies behind was developed for computers to "understand" and more efficiently use tagged data. The main problem is that a big majority of data is not semantically taggged. I.e. users should assign ontology types, properties, add new dependencies or modify ontology during creation of text. They do no such things and are not willing to do it. That is why we need to develop new methods for automatic text tagging with possible active learning. Users must still have chance to manual tag data or repair algorithm's results which can be considered through crowdsourcing. 
Objectives:
 1. implementation and comparison of methods for automatic information extraction

 2. initial design of software package like GATE [17] or Orange [18] for ease of use

 3. publication of scientific articles with research results



15.3. Pregled in analiza dosedanjih raziskav in relevantne literature

(State-of-the-art in the proposed field of research and survey of the relevant literature)

SLO:

	*Reference se nahajajo na koncu razdelka s podrobnim opisom.

Odkrivanje pomena iz besedil je raziskovalcem izziv že iz zgodnjih časov računalništva [15]. Sprva so bile metode naivne in so temeljile na ročnem oblikovanju pravil za ekstrakcijo podatkov. S pojavom strojnega učenja in indukcijskih metod so napredovale v pol- in avtomatsko gradnjo ovojnic za določen tip dokumentov. Ker je gradnja ovojnic počasna, zahteva veliko učnih podatkov in prostora, želimo odkriti čimboljše značilke in pravila za ekstrakcijo podatkov iz poljubnih besedil, kot delujejo novejši pristopi.

Spodaj bomo predstavili delo na posameznih področjih, ki jih bomo poleg ekstrakcije strukture in entitet uporabili pri našem raziskovanju. Pri vsakem bomo utemeljili, zakaj bo pripomogel k izboljšanju rezultatov. 
Semantični iskalniki:

Semantični iskalniki so nadgradnja obstoječih spletnih iskalnikov s ključnimi besedami s tem, da upoštevajo semantične značilke v dokumentih, ki so vpisano z RDF ali mikroformati. Naše metode bodo uporabljale rezultate teh iskalnikov pri postopkih izboljševanja učenja. Hkrati bodo rezultati naših metod tudi izboljševali delovanje metaiskalnikov, saj je naš cilj, da glede na ontologijo označimo vse podatke. 
Natančnost navadnih in semantičnih iskalnikov so primerjali v [8], kjer so ugotovili, da navadni iskalniki res vračajo malenkost več pravilnih rezultatov, vendar semantični (npr. Hakia) vrača bolj pravilne rezultate, kar je bolj pomembno. Rezultate iskalnikov lahko izboljšamo, če uporabimo več iskalnikov naenkrat, za vsakega ustrezno prilagodimo poizvedbe in rezultate združimo [4]. Primer semantičnega iskalnika, ki uporablja ontologijo FOAF in upošteva oznake v mikroformatih je Microsearch [6]. Bolj specializiran GoWeb [7] pa uporablja biološko ontologijo in služi kot pomočnik pri odkrivanju interakcij med proteini. Eden bolj splošno uporabnih je Aardvark [5], ki je iskalnik po ljudeh. Vsakega uporabnika modelira in si o njem hrani področja, katera zastopa. Deluje kot nekakšen ekspertni sistem, ki vprašanja posreduje pravemu uporabniku, ki zna nanja odgovoriti.
Ekstrakcija strukture in entitet:

To je glavno področje s katerim se bomo ukvarjali in ga poskušali izboljšati. Kot smo na začetku omenili, so se v znanosti najprej ukvarjali z odkrivanjem strukture dokumentov [9] in določali le pravila za posamezne ekstrakcije. Začetne nabore so si razširjali z uporabo algoritmov za razširjanje množic [16] nad polstrukturiranimi dokumenti. Na takšen način so dodatno bogatili svoje gazeteer sezname - to so seznami, ki vsebujejo primerke posameznih tipov, na primer imena za osebe. Sistemi, ki so delovali na principu iskanja ovojnic so STALKER, RoadRunner ali novejši Web-Prospector [10]. V članku [11] je predstavljen eden izmed načinov, kako graditi sisteme za ekstrakcijo podatkov s pomočjo ontologij. 
Enrycher [2] je eden izmed prototipov, ki iz prostega besedila odkriva entitete in relacije med njimi. Bolj splošen sistem OntoSyphon [12] kot vhod prejme ontologijo in se uči ekstrakcije entitet. Svoje rezultate so testirali z ontologijo igralcev, hrane in živali. 

V tem projektu želimo narediti izboljšave na tipu sistemov, kot sta slednja dva.
Združevanje entitet:
Naloga združevanja entitet je ugotavljanje enakosti med dvema ugotovljenima instancama. V našem problemu je to pomembno, ker se lahko iste entitete pojavljajo v različnih delih dokumenta ali celo v različnih dokumentih. Eden bolj uspešnih algoritmov za združevanje entitet je iterativni algoritem, ki ga je predlagala Lise Getoor [13] s sodelavci. Problem pregledovanja najprej s pomočjo enostavne metrike razdeli na manjše enote in nato iterativno z upoštevanjem relacij med entitetami ponavlja združevanje, dokler v neki iteraciji ne združi nobenega para. Temu nato sledi faza odprave duplikatov, ki mora združene entitete predstaviti v enoviti obliki. Ta algoritem bi lahko izboljšali z uporabo relacij v ontologiji, kot so se tega lotili na Inštitutu Jožef Štefan [1]. 
Razvrščanje besedil:

Pri razvrščanju besedil mislimo predvsem na nenadzorovano učenje, kjer želimo enostavno s pomočjo najbolj pogostih besed ali množice njih določiti tip dokumenta. Rezultati nam bodo pomagali pri izbiri ustrezne ontologije in prilagoditvi parametrov za ekstrakcijo podatkov. 
Na podoben princip deluje dodak k iskalnikom - searchpoint [3], ki razporeja dokumente glede na pripadnost določeni skupini.



ANG:

	*References are the same as cited by the Slovene version.

Understanding textual documents from text has been challenging for scientists since early computer-era [15]. The methods were at first naive and manual rule based. By using machine learning techniques and induction methods they made progress into half- and automatic wrapper based approaches. Because the construction of wrappers is slow, consumes lots of space and learning examples, we will try to get new attributes and rules for information extraction, like newer approaches tried to solve the problem. 

In the continuation we are going to present prior work on some areas, which we will use for our research. We will also explain why each area is important for our work. 

Semantic search engines:

Semantic search engines are an upgrade of standard keyword-based search engines. They take into account RDF or microformat metatags. Our methods will use these search engine's results for their active learning. Our methods will improve semantic search engines at the same time because they will be capable of semantic annotation of texts.

The accuracy comparison of both types of search engines were done in [8]. The results showed keyword-based search engines returned more relevant results, but semantic ones (e.g. Hakia) returned more accurate ones, which is more important. Retrieved results can be better by using multiple search engines at a time - meta search engine, appropriately rephrasing queries and merging the results [4]. Microsearch [6] operates as a semantic search engine. It uses FOAF ontology and supports microformat data. GoWeb is more specialized in biomedical data. It uses biomedical ontology and is primarily used for information extraction about protein interactions. One more of general use is Aardvark [5], which searches for people. It models every user by the areas of their expertise. It works like an expert system, which mediates queries to users who are able to give an answer.
Structure and entity extraction: 

This is the main topic we will try to improve. Like we said before, early research was about uncovering the structure of documents [9]. Rules were manually created for specific extractions. The technique of set expansion [16] was popular if at least half-structured documents were to be processed. This was also a way of enriching their gazeteer lists - lists of instances for specific entity types, like names for persons. Some popular wrapper-based systems are STALKER, RoadRunner or newer Web-Prospector [10]. In article [11] is presented one the possible approaches how to build ontology based information extraction systems. Enrycher [2] is one of the prototypes of extracting entities and their relations. More general approach is used by OntoSyphon [12]. It accepts ontology as an input and learns itself to extract entities. It was evaluated against food, animal and actors domain. In this project we want to improve systems like the last two are. 

Entity resolution:

The aim of entity resolution is matching references to the same instance. This is important for us, while references to the same entities can be mentioned in different parts of a document or even among few documents. One of more successful algorithms for entity resolution is collective entity resolution by Lise Getoor et. al. [13]. They sort all references into smaller buckets and then iteratively repeat matching. Relations between references are also checked. Iterating stops when no pair is matched during an iteration. As we have clusters of references in the result, the next phase is redundancy elimination because entities must be presented with single-value attributes. This algorithm could be improved by using relations within ontology like was tried in [1]. 

Document clustering:

Before we will start extracting entities and relations, we plan to detect topics of document with unsupervised algorithms. Easy clustering approaches use bag-of-words or most frequent words to determine topic. Results will help us determine which ontology to use and to fine-tune parameters of our method.

Searchpoint [3] works similarly as it ranks search results according to the selected topic.   



15.4. Podroben opis vsebine in programa dela raziskovalnega projekta
 
(Detailed description of the work programme)

SLO:

	A: Kratka predstavitev nalog
 T1: Postavitev okolja za delo

 T2: Izdelava načrta za raziskovanje in implementacijo

 T3: Zbirke za evaluacijo podatkov

  T3.1: Določitev enotnega zapisa za shranjevanje

  T3.2: Pridobitev javnih zbirk

  T3.3: Izdelava lastnih zbirk

 T4: Pregled obstoječih metod

  T4.1: Pregled sistemov (UIMA, GATE, OpenNLP)

  T4.2: Pregled parserjev (Shallow, Stanford, Enju)

  T4.2: Iskanje še ostalih potencialnih sistemov

  T4.3: Izdelava natančnega poročila o metodah

T5: Pregled ontologij

  T5.1: Izbira ustrezne začetne ontologije

  T5.2: Orodja za delo z ontologijami (Protege, Jena)

T6: Implementacija

  T6.1: Uporaba obstoječih metod

  T6.2: Zasnova lastnega sistema in postavitev ogrodja

  T6.3: Implementacija lastnih metod

T7: Evaluacija

  T7.1: Evaluacija vseh tujih in lastnih pristopov

  T7.2: Izdelava poročila

T8: Sprotna diseminacija

 T8.1: Udeležba na:

   T8.1.1: Tekmovanjih

   T8.1.2: Konferencah

  T8.2: Članki v znanstvenih revijah

T9: Izhodna strategija:

  T9.1: Priprava plana po koncu projekta

  T9.2: Možne praktične uporabe 

B: Natančen opis posameznih točk:

 T1: Postavitev okolja za delo
Za upravljanje projekta bomo uporabili okolje Redmine na lastnem strežniku. Okolje bo namenjeno beleženju dela, pregledovanju doseženih ciljev, shranjevanju dokumentov in verzioniranju programske kode. Poleg tega bomo vzdrževali tudi sistem MediaWiki, kjer bomo objavili vso dokumentacijo o implementiranih metodah, kot je to v navadi pri odprtokodnih projektih.

 T2: Izdelava načrta za raziskovanje in implementacijo
Pred pričetkom dela bomo podrobno pregledali zastavljene cilje. Določili bomo podcilje in naloge, da bomo lahko uspešno dosegali plan, kot ga nakazujemo v tej prijavi.

 T3: Zbirke za evaluacijo podatkov
Testne zbirke podatkov so ključnega pomena za testiranje algoritmov in primerjavo z drugimi. Na podlagi rezultatov nad izbranimi zbirkami bomo dokazovali uspešnost naših metod.
  T3.1: Določitev enotnega zapisa za shranjevanje
Izdelali bomo podatkovno bazo, ki bo vsebovala zbirke podatkov. Vse zbirke bodo shranjene v obliki prostega teksta. Vsaka zbirka navadno vsebuje več dokumentov, ki bodo ločeni s separatorjem. Entitete, atributi in relacije v besedilu bodo obdane z oznakami (na primer: <entity type=person>Jože Kovač</entity>). Na začetku dokumenta bo definirana ena ali več ontologij na katere so vezane entitete v zbirki. V primeru več ontologij, bo pri vsaki oznaki v zbirki še podan atribut kot referenca na ustrezno ontologijo.
  T3.2: Pridobitev javnih zbirk
Uporabili in predelali bomo naslednje javne zbirke:

 - GENIA (http://www-tsujii.is.s.u-tokyo.ac.jp/GENIA): Istoimenski projekt, ki se ukvarja z odkrivanjem znanja iz biomedicinskih podatkov. Zbirka vsebuje 2000 Medline dokumentov, v kateri so poleg ostalih oznak za nas relevantne relacije in termini. Poleg zbirke so zgradili ontologijo, na katero so vezane oznake.  
 - DDIE (http://labda.inf.uc3m.es/DDIExtraction2011/dataset.html): Zbirka je bila pripravljena za tekmovanje Drug-Drug Interaction Extraction. Besedila so označili avtomatsko in jih nato ročno preverili ter dopolnili. V zbirki so označeni tipi zdravil, kemijske strukture in relacije med njimi.
 - MUC (http://en.wikipedia.org/wiki/Message_Understanding_Conference): Zbirke MUC - Message Understanding Conference so nastale v 90-ih letih kot testne zbirke za evaluacijo algoritmov na konferenah. Celoten sezname je sestavljen iz 7 naborov, od katerih bomo uporabili 6. in 7.. Sestavljena sta bila v namene testiranja odkrivanja entitet in sklicevanja nanje. 
 - RISE - Repository of Information Sources (http://www.isi.edu/integration/RISE/repository.html): RISE je repozitorij dokumentov, ki jih je pripravila skupina raziskovalcev s področja ekstrakcije podatkov. Vsebuje 10 naborov, ki so v konsistentnem formatu in dodatnih 5, ki še niso bili pretvorjeni, vendar so označeni v svojem formatu. Dokumenti vsebujejo splošna besedila, kot so opis restavracij, oglasi za zaposlitve ali napovednike seminarjev. 
 - Enron Email Dataset (http://www.cs.cmu.edu/~enron/): Ta zbirka je ena najbolj znanih in raziskovana na različnih področjih. Vsebuje okoli 500.000 elektronskih sporočil med 150 ljudmi. 
 - ACE (http://www.itl.nist.gov/iad/894.01/tests/ace/): ACE - Automatic Content Extraction je najbrž nadaljevanje MUC konferenc (ni javno objavljeno), ker so se aktivnosti začele ob koncu MUC in jih organizira ista organizacija. Vsako leto od 1999 dalje objavijo nov nabor podatkov, kot blog zapisi, časopisne novice, zapisani uradni pogovori, ...
  T3.3: Izdelava lastnih zbirk
Poleg zgoraj naštetih zbirk bomo izdelali tudi lastno. Uporabili bomo Wikipedijo in DBPedijo (http://dbpedia.org). Prva je izdelana v obliki prostega besedila, druga pa je sestavljena kot klon v obliki ontologije z instancami. Ekstrakcijo entitet bomo izvedli nad Wikipedijo s pomočjo DBPedijine ontologije brez instanc in ugotavljali našo uspešnost.

 T4: Pregled obstoječih metod
Pred samostojno izdelavo metod bomo najprej preskusili obstoječa orodja. 
  T4.1: Pregled sistemov (UIMA, GATE, OpenNLP)
UIMA (http://uima.apache.org) - Unstructured Information Management Architecture predstavlja platformo in orodja za uporabo pri ekstrakciji podatkov. Glavni del predstavljajo označevalniki, ki definirajo pravila za ekstrakcijo podatkov. Vsebuje že en skupek takšnih označevalnikov, lahko pa definiramo tudi svoje in ga kot vtičnik vključimo v platformo. Platforma se je v širši javnosti pojavila kot del IBM-ovega Watson projekta.
GATE (http://gate.ac.uk) - General Architecture for Text Engineering je bolj celovito orodje, ki ga razvijajo na Sheffieldski univerzi. Poleg programskih knjižnic vsebuje tudi grafično okolje, kjer lahko posamezne komponente sestavljamo v podatkovni tok. Omogoča, da si izberemo ontologijo, označimo del interesnih dokumentov in s tem sestavimo pravila za ekstrakcijo. Poleg tega vsebuje še pomembne komponente kot je JAPE in ANNIE. Z orodjem JAPE lahko formalno definiramo pravila za ekstrakcijo novih entitet ali relacij. ANNIE pa je komponenta za ekstrakcijo podatkov, ki uporablja Gazeteer seznam. To je seznam, v katerem so poimenovane vse entitete, ki jih lahko ekstrahira.
OpenNLP (http://incubator.apache.org/opennlp) je novejša knjižnica za procesiranje besedila, ki še ni dokončno sprejeta kot Apache projekt. Bolj nagiba k uporabi metod strojnega učenja. 
  T4.2: Pregled parserjev 
Rezultate parserjev bomo v našem projektu uporabili kot dodatne atribute pri ekstrakciji podatkov. Uporabili bomo "plitek" - shallow parser Illinois Chunker (http://cogcomp.cs.illinois.edu/page/software_view/13). Značilnost tega parserja je, da označi besede (določi glagole, samostalnike) in ne upošteva strukture povedi. Kot polni parser bomo uporabili Stanford parser. Značilnost polnih parserjev je, da skušajo poleg označevanja določiti še strukturo odvisnosti med posameznimi deli stavka. Oba parserja bomo uporabili zaradi večje natančnosti. 
  T4.2: Iskanje še ostalih potencialnih sistemov
Prepričani smo, da zgoraj opisana orodja niso vsa s tega področja, vendar so največkrat citirana in smo jih že uporabljali. Zaradi tega bomo poiskali še dodatna orodja, ki so morda bolj specializirana in bi jih lahko uporabili.
  T4.3: Izdelava natančnega poročila o metodah
Ker nam nič ne koristi, če preskusimo zgornja orodja in jih glede na to uporabljamo ali zavržemo, bomo za vsako orodje napisali opis, primerjavo med njimi ter primerne uporabe. Poročilo bo dostopno na javnem Wiki strežniku projekta.

T5: Pregled ontologij

  T5.1: Izbira ustrezne začetne ontologije
Ontologija nam bo predstavljala pomoč pri ekstrakciji entitet. V tem projektu se zaradi časovne omejenosti ne bomo ukvarjali s populacijo ontologije in združevanjem več ontologij ali gradnjo svoje ontologije. Kot splošno ontologijo bomo uporabili FOAF (Friend of a Friend - http://xmlns.com/foaf/spec/), ki zelo dobro opisuje osebe. FOAF ontologijo bomo primerjali še z novejšo SIOC (http://sioc-project.org/), ki je bila razvita predvsem z namenom, da podpre socialna omrežja.  Ker je naš sistem zasnovan tako, da lahko sprejme ali izbere ontologijo kot enega izmed vhodov, bomo uporabili še tiste, ki so bile narejene posebej za določene testne množice (opisane v točki T3). Takšne so na primer GENIA ali MeSH (http://www.nlm.nih.gov/mesh/) nad biomedicinskimi podatki in splošna DBPedia. V ontologiji si bomo za vsak entitetni tip in relacijo hranili Gazeteer sezname, ki jih bomo uporabljali on posodabljali ob odkrivanju podatkov. Za posamezne relacije bomo v taksonomiji opisali vse možne klasifikacije, ki jih bomo razpoznavali. Poleg tega bomo uporabljali še možnost sklepanja, za kar bomo določili pravila (npr.: Če nas zanima ali oseba A pozna osebo B, da bomo dobili pravilen rezultat, čeprav ne bo med njima direktno prisotna relacija "knows"). 
  T5.2: Orodja za delo z ontologijami (Protege, Jena)
Pri delu z ontologijamo se bomo poslužili orodja Protege (http://protege.stanford.edu/) za vizualizacijo in pregledovanje. Za programsko povezovanje in poizvedovanje nad njimi pa bomo izbrali knjižnico Jena (http://jena.sourceforge.net/).
T6: Implementacija
S svojo implementacijo bomo pričeli po pregledu metod in organizaciji testnih zbirk. Programirali bomo v okolju Java in Python, ter uporabne pakete sprot objavljali na wiki strani projekta. Na tej strani bomo sočasno vodili dokumentacijo. V njej bomo razložili metode, navedli primere in navodila za uporabo.
  T6.1: Uporaba obstoječih metod
Kot smo omenili v T4, bomo obstoječe metode preskusili in dokumentirali. Del metod bomo uporabili tudi pri naši implementaciji, kar navajamo v točki T6.2.
  T6.2: Zasnova lastnega sistema in postavitev ogrodja
Na sliki 1 prikazujemo celoten načrt našega sistema. V jedru bomo za odkrivanje entitet, relacij, istih referenc uporabili svoje metode, ki jih opisujemo v T6.3. V ostalih delih bomo implementirali algoritme po predlogih v člankih ali uporabili obstoječe komponente. V nadaljevanju sledi njihov opis.
[Slika 1: Datoteka iobie_slo.png v prilogi]

IOBIE sistem vsebuje več splošnih in domenskih ontologij (T5.1). Na vhodu prejme enega ali več besedil, iz katerih odkrije entitete in relacije med njimi. Kot izhod vrne obogatena besedila iz katerih sestavimo graf. Vsaka točka v grafu predstavlja neko entiteto oz. atribut in vsaka povezava določeno relacijo med entitetami.

Za vsako besedilo najprej odkrijemo tematiko z uporabo nenadzorovanega učenja. Pri tem uporabimo tehniko z skupkom besed in številom najbolj pogostih besed. Na podlagi rezultata na tem koraku izberemo ustrezno ontologijo. Temu sledi parsanje besedila. Uporabili bomo "plitek" Illinois parser in polni Stanford parser (glej T4.2). Rezultati parsanja bodo služili kot dodatne značilke za našo metodo. 

Sedaj se prične izvajati naša iterativna metoda, ki izvede toliko korakov, da se rezultat med dvema iteracijama ne spreminja ali ko doseže maksimalno število iteracij (glej T6.3).  

Ko imamo označene vse entitete in relacije, nadalje izvedemo združevanje entitet.  Trenutno še ne vemo, ali bi bilo bolj pametno združevanje entitet vključiti v našo iterativno metodo. Sklepamo, da bi lahko dosegli boljše rezultate pri ugotavljanju istih referenc. Preskusili bomo oba načina in uporabili primernejšega. Za združevanje entitet bomo implementirali algoritem, ki ga je predlagala Lise Getoor s sodelavci [13]. Na koncu izvedemo še odpravo duplikatov, ki pomeni čiščenje. Iz multimnožice glede na ocene atributov iz naših metod izdelamo množico atributov za vsako entiteto. Enako storimo za povezave, da se ne podvajajo. 
  T6.3: Implementacija lastnih metod
Naše lastne metode so na Sliki 1 označene v pravokotniku znotraj sistema IOBIE. 

Metode na vhodu sprejmejo besedila z dodatnimi atributi. Ti atributi so tip besed in odvisnosti določene pri parsanju. Ekstraktor entitet in relacij za dodatne atribute kličeta še javne označevalne storitve in semantične iskalnike, če so na voljo. Ekstraktor entitet iz besedil označi entitete, ekstraktor relacij pa relacije med njimi glede na ustrezno ontologijo. Nato se izvede ugotavljanje istih referenc, kjer za zaimke, govor v tretji osebi skušamo ugotoviti, na katero referenco oz. entiteto se nanaša. Problem je malce podoben združevanju entitet. Temu sledi validacija, ki glede na ontologijo upošteva ugotovljene spremembe. Če ni bilo doseženo maksimalno število ponovitev ali če so bile ugotovljene spremembe, se postopek izvede ponovno. 
  - Ekstraktor entitet: Pri ekstraktorju entitet imamo na voljo kar nekaj algoritmov strojnega učenja. Uporabili bomo skrite markovske modele (angl. Hidden Markov Models [20]) in pogojna naključna polja (angl. Conditional Random Fields [19]). Drugi je nadgradnja prvgega s pogoji med skritimi stanji. Obe metodi zahtevata precej učnih podatkov, zato bomo za besedila vsake ontologije posebej naučili svoje modele. Ker želimo, da se naš sistem sčasoma izboljšuje, bomo modele vsake ontologije sestavljali v ansamble in ko bo v ansamblu dovolj modelov, bomo ob kreiranju novega, odstranili tistega z najslabšimi ocenami. Nove označene podatke bomo dobivali od uporabnikov, ki bodo popravljali rezultate sistema IOBIE ali le označevali napake. Značilke, ki jih bomo uporabili, smo omenili v prejšnji točki (T6.2). Dodatne značilke bodo tip besed levo in desno od trenutne besede, način zapisa trenutne besede (velika začetnica, posebni znaki poleg) in končnica besede. pomagali si bomo tudi z gazeteer seznami, ki jih bomo hranili za vsak tip entitete v ontologiji posebej. 
  - Ekstraktor relacij: Pri ekstrakciji relacij gre za podoben problem. V vsaki povedi bomo preverjali odvisnosti med posameznimi deli glede na oznake parserjev. Relacije se večinoma skrivajo v glagolih, katere bomo v ontologijah hranili v gazeteer seznamih za vsako relacijo. Uporabili bomo enake metode kot pri ekstraktorju entitet. 
  - Ugotavljanje istih referenc: Pri ugotavljanju enakih referenc bomo na problem pogledali kot na graf. Najprej bomo problem reševali znotraj povedi, nato pa bomo pogledali celotno besedilo z oknom treh povedi. Pri ugotavljanju enakosti bomo ves čas delali na celotnem grafu in ga združevali. Vozlišča bodo predstavljala entitete. Ena izmed značilk za združevanje bo protislovje njunih relacij in relacij med sosednjimi entitetami po združevanju glede na ontologijo (na primer, da imata dve osebi tretjo za prijatelja in sovražnika, bo čudno, če jih združimo). Ostale značilke bodo tip pojavitve - zaimek, ime, pojavitev v odvisnem delu, pojavitev zaimka spredaj ali zadaj, število omenjenih entitet vmes in ugotovljen tip entitet. Pri reševanju tega problema bomo uporabili metodo naivnega Bayesa. 
  - Validacija: Pri validaciji bomo pregledali ugotovljeno delno rešitev in po potrebi ponovili iteracijo. 
T7: Evaluacija

  T7.1: Evaluacija vseh tujih in lastnih pristopov
Ko bomo izdelali svojo metodo, jo bomo poskušali še izboljševati z namenom, da na izbranih naborih podatkov (opisani v T3) dosežemo boljše rezultate kot tuje metode. Osnovni sistemi, s katerimi bomo primerjali rezultate bodo OntoSyphon, Armadillo, KIM, PANKOW in SemTag. Pri evalvaciji bomo prikazali primerjavo naše metode z nastavljenimi najboljšimi parametri z omenjenimi sistemi. Najboljše parametre bomo pridobili s testiranji nad izbranimi nabori podatkov tako, da jih bomo za vsako podmetodo neodvisno nastavili, da bo le ta vračala najboljše rezultate. Nato pa bomo te parametre še popravljali na enak način, le da bomo v sistemu vključili vse podmetode in raziskali odvisnosti med njimi.
  T7.2: Izdelava poročila
Na podlagi evaluacije bomo izdelali poročilo, ki ga bomo objavili na spletni strani projekta. Z rezultati bomo objavili tudi članek v znastveni reviji ali konferenci.

T8: Sprotna diseminacija

 T8.1: Udeležba na:

   T8.1.1: Tekmovanjih
Uspešnost in odmevnost rezultatov svojih metod lahko najbolje pokažemo s sodelovanjem na temu namenjenim tekmovanjem. Takšna tekmovanja se organizirajo vsakoletno, ki so pospremljena s konferencami, kjer zmagovalci predstavijo svoje pristope.
   T8.1.2: Konferencah
Svoje delo bomo predstavljali na znanstvenih konferencah. Konference, kjer mislimo nastopiti so SIGIR [21], ECML [22] in WWW [23].
  T8.2: Članki v znanstvenih revijah
Svoje dosežke in izboljšane pristope bomo objavili v revijah Information Processing and Management, Information Retrieval ali Journal of Web Semantics, ki so vse indeksirane z SCI indeksom. 

T9: Izhodna strategija:

  T9.1: Priprava plana po koncu projekta
Ko se bo projekt po dveh letih zaključil, bomo gotovo poznali več odprtih problemov in možnosti za nadaljnje raziskave, kot jih poznamo sedaj. Primerna možnost za nadaljevanje z raziskovanjem se zdi prijava za večji raziskovalni projekt v sodelovanju z vsaj eno gospodarsko oragnizacijo in dvema raziskovalnima skupinama, če bodo novi izzivi dovolj zahtevni. Druga možnost je nadaljevanje z raziskovalnim delom znotraj raziskovalne skupine LPT ali ustanovitev svoje raziskovalne skupine v podjetju Optilab d.o.o., ki bo tudi delno sofinanciralo ta projekt.
  T9.2: Možne praktične uporabe 
Razvite metode se bodo uporabljale za potrebe v podetju Optilab. Hkrati bi bilo smiselno razmisliti o razvitju izdelka, kot je GATE ali Orange, ki je zelo uspešen produkt Laboratorija za bioinformatiko in ga uporablja mnogo podjetij. Če se nam bo tekom projekta pojavila ideja, s katero bi lahko ustanovili "spin-off" podjetje z uporabo razvitih metod, jo bomo poskusili realizirati. 
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A: Short task overview
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 T3: Evaluation datasets
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  T3.2: Getting public datasets
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  T4.1: Systems overview (UIMA, GATE, OpenNLP)

  T4.2: Parser overview (Shallow, Stanford, Enju)

  T4.2: Searching for new systems

  T4.3: Creating the report

T5: Ontology overview

  T5.1: Selection of an ontology

  T5.2: Ontology management tools (Protege, Jena)

T6: Implementation

  T6.1: Use of existing methods

  T6.2: Plan of our own system and framework creation

  T6.3: Implementation of new methods

T7: Evaluation

  T7.1: Evaluation of others' and ours' approaches

  T7.2: Creation of a report

T8: Simultaneous dissemination

 T8.1: Presence at:

   T8.1.1: Challenges

   T8.1.2: Conferences

  T8.2: Scientific articles

T9: Exit plan:

  T9.1: Further after-research

  T9.2: Possible practical uses
B: Detailed task overview
 T1: Research environment set up
We will use Redmine for project management. It will be set up on our private server and will be intended for issue tracking, milestones checking, document management and code versioning. The whole user and development documentation of done work will be published on a public MediaWiki.
 T2: Research and implementation plan
Before researching we will review our goals, assign tasks and subtasks for more clear understanding of the following tasks.

 T3: Evaluation datasets

Test datasets are crucial for testing algorithms and compare it with others. Based on the results of the selected datasets we will show the effectiveness of our methods.

  T3.1: Dataset structure normalization

We will create a database of datasets. All collections will be stored in the form of free text. Each file usually contains several documents that will be separated by a separator. Entities, attributes and relationships in the text will be surrounded by tags (for example: <entity type=person> Jože Kovač </ Entity>). At the beginning of the document will be defined one or more ontologies to which entities in the collection are linked. In the case of more than one ontology per file, each tag will have an attribute as a reference to the relevant ontology.

  T3.2: Getting public datasets

We will use and transform the following public collections:

 - GENIA (http://www-tsujii.is.su-tokyo.ac.jp/GENIA) - project, which deals with knowledge discovery from biomedical data. The collection contains 2000 Medline documents that contain  tagged entities and relationships. They also created a specific ontology for those documents.
 - DDIE (http://labda.inf.uc3m.es/DDIExtraction2011/dataset.html): The collection was prepared for the Drug-Drug Interaction Extraction challenge. The texts were marked automatically and then manually verified and updated. The collection marked types are medicines, chemical structures and relationships between them.

 - MUC (http://en.wikipedia.org/wiki/Message_Understanding_Conference): Collections MUC 1-7 - Message Understanding Conference occurred in the 90s and produced 7 evaluation collections for information extraction. We will use 6th and 7th dataset. They were built for name entity recognition tasks.
 - RISE - Repository of Information Sources (http://www.isi.edu/integration/RISE/repository.html): RISE is a repository of documents, prepared by a team of researchers in the field of information extraction. It contains 10 datasets, which are all in a consistent format, another 5 have not been yet converted, but they are represented in their own format. Documents contain general text, such as a description of restaurants, job ads or seminars invitations.

 - Enron Email Dataset (http://www.cs.cmu.edu/ ~ Enron/): This collection is one of the best known and studied in various fields. It contains about 500,000 e-mails from 150 people.

 - ACE (http://www.itl.nist.gov/iad/894.01/tests/ace/): ACE - Automatic Content Extraction is likely to continue MUC conferences (not published) because the activity began at the end of the MUC and is organized by the same organization. Since 1999, every year a new dataset is created, containing blog posts, news, official conversations, ...

  T3.3: Creation of own datasets

In addition to the above datasets we will create our own. We will use Wikipedia and DBPedia (http://dbpedia.org). The first is created in the form of free text and the other is a clone in the form of an ontology with instances. Information extraction will be carried over Wikipedia with the help of DBPedia ontology without instances. 
 T4: Overview of existing methods

Prior to our implementation we will first test the existing tools.

  T4.1: Systems overview (UIMA, GATE, OpenNLP)

     - UIMA (http://uima.apache.org) - Unstructured Information Management Architecture is a platform and tools for extraction of data. Main components are sets of rules for data extraction. It already contains a set of such rules, but users can also define their own and include them as a plug-in. The platform became more known by the use as part of IBM's Watson project.

     - GATE (http://gate.ac.uk) - General Architecture for Text Engineering is a more comprehensive tool, which is being developed at Sheffield University. In addition to software library contains a graphic environment where users can assemble components into data streams. It allows you to select an ontology, mark some documents and thereby create rules for extraction. It also contains important components such as JAPE and Annie. JAPE is a type of language for defining rules for the extraction of new entities or relationships. ANNIE is an information extraction component using Gazeteer list. This is a list with all named entities that can be extracted.

     - OpenNLP (http://incubator.apache.org/opennlp) is a newer library for text processing, which has not yet been finally adopted as the Apache project. It seems more inclined to the use of machine learning methods.

  T4.2: Parser overview
Parser's results will serve us as additional attributes in the data extraction. We will use shallow parser - Illinois Chunker (http://cogcomp.cs.illinois.edu/page/software_view/13). Shallow Parser's feature is to highlight words (determined by verbs, nouns) without the structure of sentences. As a full parser will use the Stanford parser. Full parser's feature is trying to label words and uncover the dependencies within sentences. Both parsers will be used for greater accuracy.

  T4.2: Searching for new systems

We believe that the above described tools are not all in the field, but are often cited and we have already used some of them. For this reason, we will try to find additional tools that may be more specialized.
  T4.3: Creating the report

It is of no use if we just test the above tools. That is why we will write a description of each,  comparison between them and proper use. The report will be available at the public project's wiki server.

T5: Ontology overview
  T5.1: Selection of an ontology

Ontology will help us at the extraction of entities. During this project, due to time constraints we will not deal with a population of them, integration of multiple ontologies or building our own ontology. As a general ontology we are going to use FOAF (Friend of a Friend - http://xmlns.com/foaf/spec/), which describes people and their relations quite well. FOAF ontology will be compared even with the recent SIOC ontology (http://sioc-project.org/), which was developed specifically in order to support social networks. Because our system is designed that it can accept or choose an ontology as one of the inputs we are also going to use those, made specifically for certain test sets (described in section T3), such as GENIA or MeSH (http://www.nlm.nih.gov/mesh/) and DBPedia. We will have a Gazeteer list for every entity type and relation in the ontology. They will be used and populated during information extraction. In the custom build taxonomy, we will define possible types of different relations. In addition we will also employ an inference rule engine (e.g. We want to know if person A knows person B. We want to get the right result even if the exact relation knows is not present between them). 
  T5.2: Ontology management tools (Protege, Jena)
Protege (http://protege.stanford.edu/) will be used for visualization and inspection of ontologies. Software integration and ontology handling will be done by Jena Toolkit (http://jena.sourceforge.net/).

T6: Implementation

The implementation will start after a review of methods and organization of the test collections. We will code in Java and Python. Useful packages will be regularly published on the project's wiki.. There will also be up to date documentation. 

  T6.1: Use of existing methods

As mentioned in the T4, existing methods will be tested and documented. Third-party methods we will use in our implementation are listed in T6.2.

  T6.2: Plan of our own system and framework creation
Figure 1 shows the overall design of our system. The main goal will be to identify entities, relationships, co-references. The methods we wil develop are described in T6.3. The rest are already implemented algorithms or proposed in the articles. Here we give their description:
[Figure 1: File iobie_ang.png in the annex]

IOBIE system contains a number of general and domain ontologies (T5.1). As an input it receives one or more texts which the detected entities and relationships between them are from. Rich text output is returned and will be visualized as a graph. Each vertex in a graph will represent an entity or attribute and each edge a certain relationship between entities.

For each text, topic will be discovered by the use of clustering. This technique will use bag-of-words and most common words. Based on the outcome of this step, an appropriate ontology will be selected. Next step is text parsing. We will use the Illinois chunker and full Stanford parser (see T4.2). Results of parsing will serve as additional attributes to our method.

Now it begins the implementation of our iterative methods. Iterations repeat until the result of an iteration is unchanged or the maximum number of iterations is reached (see T6.3).

Once we have identified all the entities and relationships, we need to carry out entity resolution. At the time of writing this proposal we do not know whether it is more wisely to combine the entity resolution with our iterative method or not. Better results may be achieved at co-reference resolution. We will test both approaches and use more appropriate. To match the entities we will implement the Collective entity resolution algorithm proposed by Lise Getoor and colleagues [13]. Next, the redundancy elimination will be performed as a data purification. According to our method estimates a set of unique value-attributes will be selected for each entity. The same will be done for the edges that cannot be duplicated.

  T6.3: Implementation of new methods

Our methods are marked as the rectangle within the system IOBIE on Figure 1.

Methods take the text with additional attributes as an input. These attributes are the type of words and dependencies parsing results. Entity and relationships extractors call public services and semantic search engines for additional attributes, if available. Entity extractor mark texts with entities and relations extractor relations between them against an appropriate ontology. Then, co-reference resolution is performed. The problem is similar to entity resolution. This is followed by validation, depending on the ontology. If the maximum number of repetitions is not reached or changes were made, the process carried out again.

  - Entity Extractor: The Entitiy extractor will be built using some machine learning algorithms. We will use Hidden Markov models [20] and Conditional Random Fields [19]. The second is an upgrade of HMM with the conditions between hidden states. Both methods require considerable training data, so we will provide training sets for each ontology to specifically learn models. Because we want our system to improve over time, it will consist of multiple models for each ontology as an ensemble. When ensemble contains sufficient number of models, we will remove the one with the worst scores while creating a new one. New data will be received by users of the system. They will be able to repair results or just mark errors. Features that are going to be used are mentioned in the preceding paragraph (T6.2). Additional attributes will be type of words left and right of the current word, coding style of current word (capital letters, special characters) and endings. We will also assist ourselves with gazeteer lists that will be kept for each type of entity in the ontology separately.

  - Relationships Extractor: The extraction of relationships is a similar problem to extraction of entities. In each sentence we will examine the dependencies between the different parts. Relationships are largely hidden in the verbs, which will also be stored  and updated in ontologies gazeteer lists for each relationship. We will use the same methods as with the entity extractor.

  - Co-reference resolution: We will present co-reference resolution as a graph problem, where nodes represent entities. First we will solve the problem within a sentence, then we'll look at the entire text of a window of three sentences. Algorithm will work on the whole graph. One of the  attributes will be the contradiction of two-entity relations and relations between neighboring entities according to the ontology (for example, matching two references when one is friend and another enemy of third person is not likely to happen). Other attributes are type - pronoun, name, occurrence in a subsidiary part, appearance of a pronoun left or right, the number of other entities between. To help solve this problem we will use the naive Bayes classifier.

  - Validation: At the validation we will review found solution and, if necessary, repeat the iteration.

T7: Evaluation

  T7.1: Evaluation of others' and ours' approaches

When we create own method, we will try to improve it to get better performance on the selected datasets (described in T3) than other methods. As baseline systems, we will take Armadillo, KIM, PANKOW and SemTag. When comparing our system to these, our submethods will be fine-tuned with best possible parameters. We will obtain best parameters by testing on selected datasets and at first independently tune parameters for each submethod. Then these parameters will be re-adjusted in the same way by just using all implemented submethods. The result of such trimming will also be found dependencies between them. 
  T7.2: Creation of a report

Based on the evaluation we will prepare a report which will be posted on the website. The results will also be published in an scientific journal's or conference's article.

T8: Simultaneous dissemination

 T8.1: Presence at:

   T8.1.1: Challenges
The success and visibility of our methods may be most evident with the participation at information extraction challenges. Such challenges are organized every year and are accompanied by conferences, where winners publish their approaches.

   T8.1.2: Conferences

Our work will also be represented at scientific conferences. Conferences of our interests are SIGIR [21], ECML [22] and WWW [23].

  T8.2: Scientific articles
Our achievements and improved approaches will be published in journals Information Processing and Management, Information Retrieval or the Journal of Web Semantics. All of them are also indexed by SCI.
T9: Exit plan:

  T9.1: Further after-research

As the project ends after two years, we will certainly know more open problems for further research, as we know them now. Suitable opportunity to continue to research appears to be the application for a major research project in collaboration with at least one economic organization and two research groups, if new challenges are sufficiently complex. Another option is to continue  research work within the research group LPT or the creation of a new research group at the company Optilab d.o.o., which is also going co-finance this project.

  T9.2: Possible practical uses

The developed methods will be first used for the purposes of Optilab. It would seem reasonable to consider starting todevelop a product, such as GATE, or Orange, which is a very successful product of the Laboratory of Bioinformatics and used by many companies. If we get a possible business idea during the project, we will try to realize by founding a "spin-off" company.



15.5. Dopolnitev predloga raziskovalnega projekta, če prijavitelj kandidira za večji projekt
 (Additional work programme if the proposer applies for bigger project)
SLO:

	/


ANG:

	/


15.6. Raziskovalna oprema (Research Equipment):

15.6.1. Razpoložljiva raziskovalna oprema (nad 5.000 €) potrebna za izvedbo projekta
(Available research equipment over € 5.000)

	Gruča računalnikov za obsežne podatkovne analize v raziskovalni skupini Laboratorija za podatkovne tehnologije.


15.6.2. Manjkajoča raziskovalna oprema (nad 5.000 €) potrebna za izvajanje projekta
(Missing research equipment over € 5.000)
	/


15.7. Upravljane projekta: podroben načrt uresničevanja in časovna razporeditev (Project management: Detailed implementation plan and timescale)

SLO:

	Na projektu bom sodeloval sam znotraj raziskovalne skupine Laboratorija za podatkovne tehnologije, ki ga vodi prof. dr. Marko Bajec. Projekt bo sofinanciralo podjetje Optilab d.o.o., ki bo tudi prvi uporabnik razvitih metod.

Projekt traja dve leti in na spodnjem Ganttovem diagramu prikazujemo razporeditev aktivnosti po točkah, kot smo jih opisali v podrobnem planu.

Celotno obdobje trajanja smo razdelili na več sklopov, ki jih po kronološkem vrstnem redu razvrstimo v:

 -priprava okolja za delo: To je najkrajši sklop, v katerem si bomo postavili potrebno infrastrukturo in okolje za vse aktivnosti, ki bodo potekale v okviru projekta.

 -zbiranje naborov za evalvacijo: V času enega meseca bomo pregledali, pridobili in pretvorili javne zbirke za testiranje naših metod v ustrezen format. 

 -pregled obstoječih metod: V naslednjih dveh mesecih bomo pregledali obstoječe metode in sisteme, ki jih poznamo že od prej ter poiskali nove. Cilj tega dela je ugotovitev pomanjkljivosti teh metod, njihova primerjava in natančen opis vsake izmed njih.
 -pregled ontologij: Pregledali bomo obstoječe ontologije ter orodja za delo z njimi, ter izbrali eno izmed ontologij za nadaljnje delo. Ta del bo trajal manj kot en mesec, ker že imamo nekaj izkušenj s tem področjem.
 -implementacija: To bo najbolj obsežen del, saj bomo morali iz prejšnjih korakov implementirati svoje metode z novimi zamislimi in izboljšavami. To je tudi jedro projekta, saj bomo v času slabega leta tu izdelali večino uporabnih izdelkov, ki se bodo lahko tudi kasneje uporabljali.
 -evalvacija: V slabih dveh mesecih bomo izvedli še končno evalvacijo naših metod in jih ustrezno predstavili. Hitro evalvacijo bomo seveda izvajali že med razvojem.
 -priprava izhodne strategije: Ob uspešnem zaključku bomo še izdelali plan za nadaljevanje razvoja v tej smeri in uporabo metod v praksi.
Ocena tveganj: Organizacijska struktura projekta je enostavna in jo sestavljata vodja laboratorija in prijavitelj projekta. V primeru težav pri izvajanju bosta poskušala samostojno reševati nastale probleme. Največjo oceno tveganja bi pripisali nekonstruktivnemu sodelovanju za delo na projektu. Verjetnost, da se bo to zgodilo, je zaradi daljšega sodelovanja obeh članov majhna, vendar bi ob nerazrešitvi onemogočala nadaljevanje projekta. To tveganje bomo zato obvladovali z medsebojnim obveščanjem deležnikov o poteku projekta, ustrezno in pogosto komunikacijo ter rednimi tedenskimi sestanki z dvotedenskimi iteracijami za predstavitev rezultatov.
[Slika 2: gantt_slo.png v prilogi]





ANG:

	I will be the only researcher working on this project. Research will be done at the Laboratory for Data Technologies, which is managed by prof. dr. Marko Bajec. Project will be co-funded by Optilab d.o.o. and will be the first user of project's results. 

This project will last for two years. In picture 2 we are showing gantt chart for activities describes in detailed plan.

The total duration was divided into several parts, which are in chronological order, divided into:

 -work environment preparation: This is the shortest part in which we will set the necessary infrastructure and environment for all activities that take place within the project up.

 -Collection of evaluation datasets: Within one month we will review, acquire and convert the public datasets to test our methods into the proper format.

 -Review of existing methods: In the next two months we will review existing methods and systems that we know from before and find new ones. The aim of this task is finding weaknesses of these methods, their comparison and a detailed description of each of them.

 -Ontology-Review: We will review existing ontologies and tools for working with them and pick one of them for further work. This part will last less than a month since we already have some experience in this field.

 -Implementation: This will be the most extensive part because we will need to implement our own  methods with new ideas and improvements. This is also the core of the project, as we will make here most useful products that can be used later.

 -Evaluation: In the nearly two months, we will conduct the final evaluation of our methods and present them accordingly. Fast evaluation will also be continuously going on during development.

 -Preparing an exit strategy: At the end of the project we will prepare a plan for further development on information extraction and strategy of using the methods in practice.

Risk Assessment: The organizational structure of the project is simple and consists of the Head of the laboratory and the project applicant. In case of problems during the implementation we will try to independently solve the raised problems. The highest risk assessment may be identified as unconstructive cooperation. The likelihood this will happen is small, as both members successfully cooperate for years. The unsolved problem would prevent continuation of the project. This risk will therefore be minimized by proper and frequent communication and regular weekly meetings with bi-weekly iterations for the presentation of results.
[Figure 2: gantt_ang.png in the annex]



D. RELEVANTNOST IN POTENCIALNI VPLIV REZULTATOV PROJEKTA

D. RELEVANCE AND POTENTIAL BENEFITS OF THE RESULTS
16. POMEN PRIČAKOVANIH REZULTATOV RAZISKOVALNEGA PROJEKTA


(RELEVANCE OF EXPECTED RESULTS OF THE PROPOSED RESEARCH PROJECT)

16.1.
Pomen za razvoj znanosti oziroma stroke (Relevance for the Development of Science or Scientific Field)
SLO:

	Izdelek projekta bo sistem za pridobivanje semantičnih podatkov iz poljubnega besedila. V znanosti se s tem problemom ukvarjajo že nekaj časa, vendar so bili vidni napredki doseženi šele nekaj let nazaj. Eden izmed javno promoviranih sistemov je tudi IBM-ov Watson, katerega jedro so enake metode, ki bodo razvite in izboljšane tekom projekta. V okviru projekta bomo izboljšali metode za procesiranje jezika, kar je nujno potrebno za razvoj znanosti na tem področju. Hkrati bomo še preskusili obstoječe odprtokodne rešitve ostalih raziskovalcev, iz katerih bomo ugotovili možnosti za izboljšave. 
Upamo, da bodo rezultati raziskovanja pomagali tudi drugim raziskovalcem, da bodo s tem dobili še kakšno inovativno idejo za izboljšanje. Problem, s katerim se bomo ukvarjali vsebuje še precej neodkritih zakonitosti, ki jih še ne znamo dobro. Zaradi tega so rezultati dosedanjih raziskav nad splošnimi podatki precej slabi v primerjavi, če problem rešuje človek.



ANG:

	The main deliverable of the project will be the system for semantic information extraction of data from arbitrary text sources. Scientists have been dealing with this problem for a long time, but did not highly advance until recently. IBM's Watson is one of the well known systems that uses methods we will implement and improve during the project, in its core. The improvement of natural language processing methods is highy significant for the science community. We will also test existing scientific opensource tools and determined possibilities for improvements. 
We hope that our results will help other researchers to get new ideas for building information extraction systems. The problem still contains many uncovered "rules" we do not know how to model. That is why state-of-the art results are relatively poor comparing to human-based problem solving. 



16.2.
Neposredni pomen projekta za gospodarstvo in družbo 
(Direct impact of the project for Slovenian economy and society)
SLO:

	Rezultati projekta bodo zelo pripomogli k posodobitvam v različnih aplikacijah. Najbolj očitne bi bile izboljšave pri javni upravi, kjer je prisotno mnogo nestrukturiranih besedil, po katerih je treba iskati. Razvite metode bi se lahko uporabljale pri pomoči za izpolnjevanje obrazcev ali izdelavi poročil. Uporaba takšnega sistema bi največ pripomogla pri prihranku časa in stroškov, ki se porabi za ročno iskanje in strukturiranje informacij iz nestrukturiranih virov.
Vsa izvorna koda in poročila, ki bodo izdelki projekta, bodo javno dostopni in odprtokodni. Vsi komercialni in drugi nameni, za katere bodo ti izdelki uporabljeni morajo biti le opremnjeni z logotipom in referenco, da se uporablja naš izdelek. To mora biti dodano uporabniški in razvojni dokumentaciji/pomoči, predstavitvam oz. vsem dokumentom, ki se posredno nanašajo na uporabo teh izdelkov. Omenjene omejitve ne veljajo za podjetje Optilab d.o.o., ki sofinancira projekt in lahko izdelke uporablja kot želi.
 - Razvoj podjetja Optilab d.o.o.: Podjetje bilo ustanovljeno na podlagi uspešnih raziskav v okviru naše raziskovalne skupine. Če želi še v nadaljevanju ponujati napredne izdelke in izboljšati trenutno programsko rešitev, so nove raziskave potrebne. Metode, razvite v okviru tega projekta bodo gotovo uporabne v njihovih produktih.

 - Nastanek inovativnih podjetij: Uspešne metode so lahko uporabne v produktih za upravljanje z dokumenti. Podobno storitev ponuja strežnik MarkLogic za izdelavo novih dokumentov, predstavitev s pomočjo baze obstoječih.



ANG:

	Project's results will significantly add value to some existing applications. There is a huge need for improvements in government's applications. They posess many unstructured data, which is used as basis for forms fulfillments or reports generation and our methods could help them in their process. The practical use of such system would the most improve time savings for people that manualy search and structure information from unstructured sources.
Source code and reports, project's deliverables will be publicly available and open-source. Every commercial and other use of deliverables must be accompanied with logo and reference to this project. The type of referencing will be available on the project's website. Reference must be added to user and development documentation/help, presentations or every document that is connected to the use of our methods. These restrictions do not apply to Optilab d.o.o. which is financing this project and can use deliverables as it wants.

 - Optilab d.o.o. development: The company is a spin-out from the successful results of the research methods, developed in our research group. For assuring best services to their customers, new research is needed. Methods, developed during this project will surely be useful in their products.

 - Founding new companies: Successful methods can be useful in documents management. Similar service was developed as a MarkLogic server which can be used for rapid creation of presentations or documents in organizations.  



16.3.
Posredni pomen projekta za družbo
 (Indirect impact of the project for society)
SLO:

	 - Odkrivanje znanja iz podatkov je v zadnjem času potreba gospodarstva, ki je zaznalo, da se s podatki da narediti nekaj več. Metode, razvite v tem projektu bodo uporabne za običajna vsakodnevna opravila, kot je prebiranje novic, bolj pregledno iskanje po spletu in prebiranje e-pošte.

 - Uspešnost novih metod bi omogočila večjo prepoznavnost fakulteti in naši raziskovalni skupini. Zaradi tega bomo sodelovali na znanstvenih konferencah s tega področja in objavljali članke z odkritimi izboljšavami. 



ANG:

	 - Data mining is becoming more and more known to the industry. Companies know they can use their data more efficiently. Methods, developed during this project are going to be useful for daily user tasks such as news reading, easier web searching and email checking. 

 - The success of new methods would gain more spotlight to our faculty and research group. That is why we will disseminate our work at scientific conferences and publish articles about our improvements.



17. ETIČNA VPRAŠANJA


(ETHICAL ISSUES)

17.1.
Ali predlagane raziskave odpirajo občutljiva etična vprašanja povezana s/z:

(Does proposed research raise sensitive ethical questions related to:)

	Etično vprašanje/Ethical issue
	Da/Yes
	Ne/No

	Človekom/Human beings
	 FORMCHECKBOX 

	 FORMCHECKBOX 


	Človeškimi biološkimi vzorci/Human biological sample
	 FORMCHECKBOX 

	 FORMCHECKBOX 


	Osebnimi podatki/Personal data
	 FORMCHECKBOX 

	 FORMCHECKBOX 


	Genetskimi informacijami/Genetic information
	 FORMCHECKBOX 

	 FORMCHECKBOX 


	Živalmi/Animals
	 FORMCHECKBOX 

	 FORMCHECKBOX 



17.2.
Če je odgovor, na katerega od zgornjih vprašanj pozitiven, prosimo za pojasnilo, da je bilo/so bila vprašanje(a) ustrezno obravnavana


(If the answer to any of the above question is positive, please show that they have been adequately taken into consideration)

SLO:

	/


ANG:

	/


17.3.
Ali predlagane raziskave vključujejo naslednja vprašanja? (Does proposed research include any of the following issues?)
	Etično vprašanje/Ethical issue
	

	
	Da/Yes
	Ne/No

	Raziskave, namenjene kloniranju človeka za namene reprodukcije

(Research aimed at human cloning for reproductive purposes)
	 FORMCHECKBOX 

	 FORMCHECKBOX 


	Raziskave, namenjene spreminjanju človeške genske dediščine

(Research intended to modify the genetic heritage of human beings)
	 FORMCHECKBOX 

	 FORMCHECKBOX 


	Raziskave, namenjene ustvarjanju človeškega embria izključno z namenom raziskav ali pridobivanja izvorne celice

(Research intended to create human embryos solely for the purpose of research or for the purpose of steam cell procurement)
	 FORMCHECKBOX 

	 FORMCHECKBOX 



Zastopnik oz. pooblaščena oseba prijavitelja

Podpis vodje raziskovalnega projekta
(Project proposer - authorised representative)

(Principal investigator/researcher)

	Slavko Žitnik
	
	Slavko Žitnik


Žig



Zastopnik oz. pooblaščena oseba sofinancerja
         
Podpis vodje raziskovalne skupine                    
(Beneficiary - authorised representative)

(Head of Research Unit)

	Štefan Furlan

Direktor, Optilab d.o.o.

	
	prof. dr. Marko Bajec


Žig
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� Prijavitelj je lahko pravna ali fizična oseba, ki je vpisana v evidenco raziskovalnih organizacij oziroma v register zasebnih raziskovalcev in ki izpolnjuje pogoje, določene z Zakonom o raziskovalni in razvojni dejavnosti (Uradni list RS, št. 22/06 - UPB1, 61/06-Zdru-1) in s predpisi, izdanimi na podlagi tega zakona.  Prijavitelj kandidata za mentorja je lahko tudi posameznik, ki ima delovno razmerje sklenjeno v raziskovalni organizaciji (5. člen Pravilnika o usposabljanju in financiranju mladih raziskovalcev v raziskovalnih organizacijah, Uradni list RS, št. 24/06, 5/07 in 39/07).


Za posameznega kandidata za mentorja je lahko vložen na javni poziv le en prijavni obrazec, ne glede na to ali kandidata za mentorja prijavlja raziskovalna organizacija ali se kandidat za mentorja prijavlja sam.


� Glej: � HYPERLINK "http://www.stat.si/klasje/tabela.aspx?cvn=1891" ��http://www.stat.si/klasje/tabela.aspx?cvn=1891�.


� Prijavitelj k prijavni vlogi priloži Obrazec za opredelitev cenovne kategorije raziskovalnega projekta:�ARRS-KR-01/2006 (za vse raziskovalne projekte z izjemo podoktorskih).


� Označite eno od možnosti glede na velikost in cenovno kategorijo.


� Izpolnite obrazec ARRS-ZV-JR-PROJ/2007-II-A in ga priložite k temu obrazcu.


� Izpolnite obrazec ARRS-ZV-JR-PROJ/2007-II-B (samo, če so na projektu tudi sodelujoča(e) RO) in ga priložite k temu obrazcu.


� Največ 3 leta. Podoktorski projekti trajajo 2 leti.


� Glej: � HYPERLINK "http://www.arrs.gov.si/sl/gradivo/sifranti/klasif-druzb-ekon-05.asp" ��http://www.arrs.gov.si/sl/gradivo/sifranti/klasif-druzb-ekon-05.asp�.


� Ključne besede se navajajo ločeno v slovenskem (slovenska verzija) in ločeno v angleškem jeziku (angleška verzija).


� Upoštevajte samo bibliografske zapise, ki so v Šifrantu raziskovalnih rezultatov in učinkov (Glej:� HYPERLINK "http://www.arrs.gov.si/sl/gradivo/sifranti/sif-razisk-rezult.asp" ��http://www.arrs.gov.si/sl/gradivo/sifranti/sif-razisk-rezult.asp�) razvrščeni v točki A (Publicistika). Pri projektih navedite znanstvena dela, raziskovalne projekte, kongrese, itd. Če več dosežkov sodi pod isto šifro, jih ustrezno oštevilčite. Vsak dosežek tudi opišite in navedite, kje je dokumentiran. Večje število citatov bibliografskih enot, za katere v WoS ni polnega bibliografskega zapisa, lahko prijavitelj navede v okviru te točke. Za humanistiko in družboslovje so monografije (2.01) lahko objavljene v 10 letnem obdobju, vendar mora biti njihov odmev v zadnjih 5-ih letih. Opis vseh dosežkov skupaj naj obsega največ eno stran in pol. Pisava Times New Roman, velikost. 11, enojni razmik.


� Navedite raziskovalne rezultate, pomembne za družbeno-ekonomski in kulturni razvoj Slovenije, ki so v Šifrantu raziskovalnih rezultatov in učinkov  (Glej: � HYPERLINK "http://www.arrs.gov.si/sl/gradivo/sifranti/sif-razisk-rezult.asp" ��http://www.arrs.gov.si/sl/gradivo/sifranti/sif-razisk-rezult.asp�) razvrščeni od točke B (Znanstvene konference) do vključno točke F (Aplikativni rezultati). Če več dosežkov sodi pod isto šifro, jih ustrezno oštevilčite. Vsak dosežek tudi opišite in navedite, kje je dokumentiran (lahko tudi v več virih). Vsak dosežek označite še dodatno z ustrezno šifro v točki G (Učinki aplikativnih raziskav). Pri humanistiki in družboslovju se upoštevajo tudi relevantni dosežki kandidata za mentorja/vodjo projekta na področju kulture. Opis vseh dosežkov skupaj naj obsega največ eno stran. Pisava Times New Roman, velikost 11, enojni razmik.


� Prijavitelj posebej izpostavi aktivnosti vodje raziskovalnega projekta in ostalih članov projektne skupine za petletno obdobje pri pridobivanju sredstev izven ARRS. Prijavitelj v zvezi s tem navede seznam projektov, ki niso financirani s strani ARRS, tako da navede naslove projektov (EU projekti akronim). Prijavitelj lahko navede tudi ostale oblike formalnega in neformalnega sodelovanja.


� Največ ½ strani, pisava: Times New Roman, velikost: 11, enojni razmik.


� Največ 2 strani, pisava: Times New Roman, velikost: 11, enojni razmik.


� Največ 2 strani, pisava: Times New Roman, velikost: 11, enojni razmik.


� Največ 10 strani, pisava: Times New Roman, velikost: 11, enojni razmik.


� Izpolnijo prijavitelji, ki so v 9. točki tega obrazca označili "večji projekt". Prijavitelj poda vsebinsko dopolnitev predloga projekta vključno z opisom povečanega obsega raziskav in vlogo posameznih partnerjev v večjem projektu. Največ 1 stran, pisava: Times New Roman, velikost: 11, enojni razmik.


� Pomen za posamezno podjetje, za gospodarsko panogo, za več panog, za družbeno infrastrukturo za državno upravo, za nastanek novih podjetij, za kulturni razvoj, za varovanje naravne in kulturne dediščine …)


� Promocija države, dostopanje do tujih znanj, vključevanje v mednarodno delitev dela, vzgoja kadrov, ….)
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